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[bookmark: OLE_LINK10]摘要：城市需要有高安全度、强应变能力的应急手段抵御自然灾害侵袭，研究和实践表明大空间建筑有助提升城市防灾韧性。针对应急情景的室内布局设计是利用大空间建筑进行防灾的关键任务，床位布局设计是其核心内容。本研究以床位布局设计为例讨论实现大空间建筑室内布局生成设计的方法和路径。首先，明确强化学习对布局设计问题的适用性。其次，按照计算机语境转译布局设计问题。然后，论述布局设计内容与强化学习算法的深度拟合方式。在此基础上，以床位布局生成设计模型的建立阐述强化学习算法的应用，并讨论人工智能算法融入布局设计的关键要素。本研究能为应急情景下建筑空间布局的生成设计提供方法参考，也能为建筑设计中运用强化学习技术提供思路。
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Research on the Generative Design of Interior Layout of Large-space Building Based on Reinforcement Learning in Emergency Scenarios
- Take Bed Layout Design as an Example
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Abstract: Cities need emergency measures with high safety and strong adaptability to resist natural disasters. Researches and practices have revealed that large-space building is conducive to improving the resilience of cities to disasters. The design of interior layout for emergency scenarios is a key task for disaster prevention using large-space building, and the bed layout design is at its heart. This study, with the bed layout design as an example, discusses the methods and paths to realize the generative design of the interior layout of large-space building. Firstly, the applicability of reinforcement learning to layout design problems is clarified. Secondly, the layout design problems are translated in the context of computers. Then, the deep fitting method between the layout design content and the reinforcement learning algorithm is discussed. On this basis, the establishment of a design model for bed layout generation is elaborated to illustrate the application of reinforcement learning algorithms, and the key elements of integrating artificial intelligence algorithms into layout design are discussed. This study can not only provide a method reference for the generative design of architectural spatial layout in emergency scenarios, but also put forward ideas for the application of reinforcement learning technology in architectural design.
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0、引言
近年来，各种强不确定性、超常规的灾害频繁发生。城市中各种强不确定性、超常规的自然灾害频繁发生，不间断地重创人类社会，不仅对正常的城市运行造成严重冲击，也对国家安全风险治理提出了空前要求。我国是受各类自然灾害影响最严重的国家之一，城市尤其是超大特大城市又是发生自然灾害并易于导致严重后果的高风险区域，需要有高安全度、强应变能力的应急手段保障城市居民的安全。作为大于空间常规尺度（跨度一般大于 30 米，净高大于 5 米）且具有卓越扩容能力的城市空间资源，大空间建筑（例如体育馆、展览馆等）在应对地震、台风、洪涝、疫病等灾害时展现出巨大的应急潜力[1-5]，可弥补我国城市高等级避难场所的不足，助力城市抵挡包括巨灾在内的多种强度的灾害。本研究主要面向自然灾害（如地震、洪水、台风）、突发公共卫生事件（如传染病）引发的应急情景；而巨型灾害。针对此类应急情景的室内布局设计是实现大空间建筑平急转换的关键任务之一；而，床位布局设计则是该任务的核心内容，涉及空间使用效率、空间弹性（包括空间的灵活性、冗余量等）、居住适宜性（包含对避难人员的人本关怀）居住舒适性、设施人性化、经济效益、社会效益等因素。然而，业界对应急情景下大空间建筑床位布局的研究尚不充分，且人工设计受限于方案数量的穷举与类型的探索，加之床位布局具有多因素博弈多目标优化的不确定性，因此适合运用算法尤其是人工智能算法对其求解。
考虑到这些因素彼此间的博弈关系会导致床位布局设计问题呈现出多目标优化的不确定性，因此适合运用算法尤其是人工智能算法对其求解。
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1、面向布局设计问题的生成设计方法比选
1.1聚焦于应急情景的布局设计问题界定
由于大空间建筑用于紧急避难和临时居住时，其空间组织、功能流线设计主要与床位布置方式有关，且存在明确的平面尺寸限制，由于大空间建筑适用于紧急避难、临时居住的空间组织设计、功能流线设计主要与床位布置方式有关，且相关设计存在明确的平面尺寸限制，因此应急情景①中大空间建筑的床位布局设计问题实质上可等同于其室内空间的床位布置决策问题。通过分析实践案例，归纳出影响床位布置决策的三个主要因素，包括：对布局经济性、舒适性的优先等级选择，涉及应急资源高效利用与避难人员良好起居体验之间的博弈与平衡；避难人员数量增减引发的功能变动，即床位布局设计既能满足现有人员的需求，又能预留未来变化的余地，以确保高使用效率前提下的空间合理利用；面对极端状况突破规范和标准的要求，即不完全以规范和标准为指导，而是以灵活的方式应对超常规的决策需要。以上三个主要因素在床位布局设计方面均能转化为床位的数量、间距、组团形式等具体问题。
1.2四种生成设计方法比选
在界定床位布局设计问题的基础上，对规则系统（Rule-based System）[6,7]、卷积神经网络（Convolutional Neural Networks）、生成对抗网络（Generative Adversarial Networks）、强化学习（Reinforcement Learning）等四种生成设计方法进行比选。
①规则系统：规则系统通过确定性算法执行预设规则生成唯一解[8]。虽然床位布局设计问题在本研究中已根据需要进行了简化，但采用相关方法仍面临诸多限制：一是床位布局设计问题并非白盒，规则条目难以覆盖全部关键逻辑与变量；二是相关方法缺乏应变调适能力，生成结果很可能缺乏多样性和灵活性；三是规则系统的规则条目可能较为庞杂，会降低程序的执行效率。综上，基于规则系统的生成设计方法不适用。
②卷积神经网络。卷积神经网络依赖大量样本训练，但应急情景下现有的大空间建筑床位布局方案并不能完全满足大空间建筑对床位布局灵活性、功能配置多样性的需要，也未形成公认的经典案例，且现有方案多属可行解而非最优解，导致可供卷积神经网络训练的样本量匮乏，预判难以获得理想的生成结果；此外，结合监督学习所得到的生成结果（基于特征图；采用转置卷积）易缺乏多样性和创新性，对建筑设计实践的参考价值有限。综上，基于卷积神经网络的生成设计方法不适用。
③生成对抗网络。生成对抗网络同样面临训练样本匮乏问题，且无监督学习提取的特征受可行解局限，生成结果很可能仍旧缺乏多样性、创新性以及对建筑设计实践的参考价值。因此，基于生成对抗网络的生成设计方法不适用。
④强化学习。强化学习是人工智能领域的关键分支[9]（图1），被一些研究者认为是通向强人工智能的重要路径[10]。其基本思想是：将世界分为环境（Environment）、智能体（Agent）两部分，通过最大化智能体从环境中获得的累积奖励值，以学习完成目标的最优策略[11]。当前，强化学习已在游戏博弈、机器人控制、自动驾驶、推荐系统等领域取得了显著进展，AlphaGo、ChatGPT是其中具有代表性的两个应用案例。通过部署智能体并依据其与外部环境的交互机制，强化学习可自主探索床位布局方案，进而获得多样性、创新性的生成结果。这种“多样性与创新性”既得益于强化学习不需要原始数据训练的特性，也源于其具备穷举所有床位布局方案的能力，能填补设计者对应急情景下空间布局认知的空白。更重要的是，强化学习所适合解决的问题与床位布局设计问题的本质——序贯决策问题②——高度契合。综上，基于强化学习的生成设计方法适用于床位布局设计问题。
①规则系统。规则系统将生成步骤定义为若干规则，对初始状态执行一系列步骤后生成结果，目标是通过规则系统的确定性算法得到唯一解[8]。虽然床位布局设计问题已经根据研究需要进行了简化，但是将规则系统用于床位的布局方案生成仍面临诸多限制。一是床位布局设计问题并非白盒，使得规则条目的制定难以涵盖所有关键逻辑和变量；二是基于规则系统的生成方法缺乏应变调适能力，生成结果很可能缺乏多样性和灵活性；三是如果采用基于规则系统的生成方法，其规则条目可能较为庞杂，会影响程序的执行效率。综上，基于规则系统的生成设计方法不适用床位布局设计问题。
②卷积神经网络。卷积神经网络是学习数据特征的神经网络，包含卷积计算以及具有深度结构的前馈神经网络，它通过模拟人脑视觉系统的工作原理，利用卷积层、池化层等结构从数据中自动提取并学习特征。虽然新冠疫情期间，国内外设计机构设计了一定数量的大空间建筑床位布局方案，但是这些方案并不能完全满足大空间建筑对于床位布局灵活性、功能配置多样性的需要，也未形成公认的经典案例，且可供卷积神经网络训练的样本量相对匮乏，预判难以基于卷积神经网络获得理想的结果。从数学角度解析，应急情景下的床位布局设计问题目前尚不存在最优解集，已有的布局方案多属于可行解范畴。由此，结合有监督、半监督学习对可行解以人工或机器标识特征（添加标签），通过卷积神经网络运算所得到的结果（基于特征图；采用转置卷积）很可能缺乏多样性和必要的创新性，对建筑设计实践的参考作用有限。综上，基于卷积神经网络的生成设计方法不适用床位布局设计问题。
③生成对抗网络。生成对抗网络是生成新数据的神经网络，它通过生成器和判别器两个神经网络的相互博弈进行学习，通常与无监督学习结合使用。采用生成对抗网络面临的问题与采用卷积神经网络面临的问题类似。一方面，可用于机器训练的床位布局方案较为稀缺，预判基于生成对抗网络获得理想的生成结果存在较大困难。另一方面，即使通过机器自主学习提取的可行解特征（即样本特征）包含人工难以识别的新特征，但由于可行解本身的灵活性和适用性局限，通过生成对抗网络获得的结果很可能仍旧缺乏多样性、必要的创新性以及对建筑设计实践的参考价值。综上，基于生成对抗网络的生成设计方法不适用床位布局设计问题。
④强化学习。强化学习是人工智能领域的一个关键分支[9]（图1），被一些研究者认为是通向强人工智能的重要路径[10]。相较于有监督学习、无监督学习，强化学习具有更接近生命体的思维方式；它将世界分为环境（Environment）、智能体（Agent）两部分，其基本思想是：通过最大化智能体从环境中获得的累积奖励值，以学习完成目标的最优策略[11]。当前，强化学习已在游戏博弈、机器人控制、自动驾驶、推荐系统等领域取得了显著进展，AlphaGo、ChatGPT是其中具有代表性的两个应用案例。通过部署智能体并依据其与外部环境的交互机制，强化学习可自主探索床位布局方案，进而获得多样性、创新性的生成结果。从外在视角审视，生成结果的“多样性与创新性”得益于强化学习不依赖于、不拘泥于现有样本的特性；而从内在机理剖析，是由于强化学习具备穷举所有床位布局方案的能力，能填补设计者在应急情景下的空间布局认知空白。尤为重要的是，强化学习所适合解决的问题与床位布局设计问题相契合。本质上，床位布局设计问题属于序贯决策问题（图2），其床位的排布不完全是孤立的离散事件，而是前一次决策的选择会直接影响后一次决策的制定，例如第一排第一个床位的排布位置选择会决定第二个床位的排布区域。此外，强化学习不需要带标签的输入输出，可应对由于床位布局实际案例相对匮乏所带来的卷积神经网络、生成对抗网络训练样本量不足的问题。综上，基于强化学习的生成设计方法适用于床位布局设计问题。
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[bookmark: OLE_LINK3]图1 人工智能、机器学习、深度学习、强化学习、深度强化学习之间的关系
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图2 序贯决策问题示意图
2、面向强化学习的布局设计问题转译
2.1基于极小空间理念的问题抽象
通过对建筑师、医生、护士等群体的访谈调研和对实际案例的解析，得以归纳出应灾期间避难人员在大空间建筑中活动的基本规律：个体的日常起居（例如用餐、休憩）以及所需要的服务支持（例如照护、医疗）几乎都围绕床位展开，形成局限于床位四周的较为狭小的活动区域。这种带有极限居住特征的空间是避难人员在特殊环境下得以维持其基本生活状态的重要依托，契合于极小空间提供庇护和维系生存的内涵。依据环境行为学理论，小尺度的空间相较于大尺度的空间更有利于个体获得对环境的控制感，以及产生与个体基本生活需求相关的私密活动与行为[12]；而从运用强化学习的原理、技术角度看，小尺度的空间有助于提升强化学习中的智能系统对空间的理解能力[9,10]。籍此，床位布局设计问题根据极小空间理念从两个方面转译。一是空间的极小尺度划分，即以小尺度的网格单元划分较大尺度的空间，网格单元大小等同于避难人员个体活动的区域范围；二是小尺度的网格单元作为实现床位布局设计的决策体，即建立本研究中的强化学习智能体。综合前述分析，将智能体设定为应急情景下避难人员在大空间建筑中的个人“生存—生活”系统，其组成包括单个床位（一张单人床）和人活动区域；考虑到此系统的极小化属性，将智能体命名为“极小空间智能体”。
籍此，基于极小空间理念的床位布局设计问题从两个方面转译。一是空间的网格状极小化划分，即将较大尺度的空间调整至与个体的活动区域相重叠的范围；二是划分出的网格状极小空间作为实现床位布局设计的智能体，即根据对极小空间的领域认知设定强化学习的决策体。对于后者，综合前述分析将智能体定义为应急情景下避难人员在大空间建筑中的“生活—生存”系统，智能体的组成包括单个床位（一张单人床）、人活动区域等两部分；考虑到由单个床位和人活动区域所组成的空间的极小化特性，这种智能体可称为“极小空间智能体”。
为确保研究的科学性、合理性，极小空间智能体的尺寸参考标准、规范中床位、人活动区域的尺寸（表1），并据此设置具有通用尺寸规则意义的极小空间智能体原型（图3）。智能体原型中单个床位尺寸是固定值，具体尺寸为：长度1.8m、宽度1m；人活动区域分别沿以床位中心点为坐标原点的水平向X轴、竖直向Y轴延展，左侧（X1）、右侧（X2）、上侧（Y1）、下侧（Y2）人活动区域的尺寸均为床宽的0-2倍（缩放后的最小尺寸为0m）。需要说明的是，鉴于保证程序运行效率和降低建模复杂度的需要，本研究中的极小空间智能体对应于庇护功能的空间单元，不涉及物流功能、医疗功能的空间单元。















表1 构建极小空间智能体所参考的尺寸
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图3 具有通用尺寸规则意义的极小空间智能体原型
2.2极小空间智能体的建模
（1）智能体的初始环境设置
智能体所在环境一般是指与真实环境相近的仿真环境，它受到智能体活动的影响而不断变化，相关变化不一定能被预知，具有不确定性和不可控性。智能体的初始环境需结合真实环境的特质和状况进行预设，旨在必要的真实性前提下引导环境后续的演变智能体的初始环境是智能体所在环境的起始状态，它需要结合真实环境的特质和状况进行预设，为智能体所在环境的多样化演变提供导向。
根据国内外利用大空间建筑实施应急避难的实践，极小空间智能体对应的真实环境主要为大空间建筑日常状况下用于体育活动的无柱开敞空间；其包含的床位区域和人活动区域则是无柱开敞空间中以轻质隔断或软隔断围合出的规整几何空间，该空间通常不设置物流设备和医疗设备。国内不少实践案例将床位排布为组团式，四个床位拼合成一个组团单元的样式较为普遍；组团单元内的不同床位之间一般会设置保护隐私的轻质隔断，不同组团单元之间相对开阔的区域作为交通空间和人的活动空间。国外一些实践案例将每个床位均等排布（可视为以单张床为一个组团单元），不同床位之间不设置隔断，床位之间的区域同样作为交通空间和人的活动空间。除了实践案例，《大型公共设施平战两用设计规范》（DB42/T 1616—2021）等规范明确了大空间建筑用于应急避难需要达到的要求，也能反映上述真实环境的特质和状况。相关规范涉及的主要参数如表1所示。
基于对实践案例和规范的分析，将极小空间智能体的初始环境设置为一个四周（智能体的上、下、左、右等四个方位）皆闭合的矩形空间。规定矩形空间的左上角为坐标原点，智能体从坐标原点开始第一步行动，行动结束后智能体的位置由其四个点的坐标矩阵定义。矩形空间的长度、宽度参考实践案例中的常见尺寸分别设置合理的上限和下限，长度范围为32-96m，宽度范围为19-57m，可以较好地支撑包括组团式排布、均等排布在内的各种床位布局以及不同床位之间的隔断设置。
（2）智能体的属性设置
强化学习基于马尔可夫性（可以理解为带规则的随机性）假设[13,14]③，其决策过程定义为马尔可夫决策过程（Markov Decision Processes）[15]。强化学习的一个普遍假设是具有马尔可夫性，对于实际上很难考虑到所有环境状态的信号，认为强化学习满足马尔可夫性或将其状态看作马尔可夫状态的近似仍是合适的，也是有效的折中[13,14]。在马尔可夫性基础上可以将强化学习的决策过程定义为马尔可夫决策过程（Markov Decision Processes）[15]。马尔可夫决策过程具有主动选择的能力，即智能体根据当前状态选择不同的动作，进而影响环境的状态。通过获得奖励和观察状态，智能体学习如何选择最优策略，以实现最大化长期累积奖励值的目标。
[bookmark: _Hlk193367146][bookmark: _Hlk193367176]参照强化学习中常见的马尔可夫决策过程描述，极小空间智能体的马尔可夫决策过程可以表示为由不同集合组成的五元组（S，A，P，R，γ）[16]。其中，S为有限的环境状态集合、A为有限的动作集合、P为状态转移概率集合、R为即时奖励集合、γ为衰减因子集合；各个集合的释义如表2所示。在此基础上，综合极小空间智能体的组成、特征、初始环境等设置极小空间智能体的属性。主要属性如下：








表2 五元组中各个集合的释义
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[bookmark: OLE_LINK4][bookmark: OLE_LINK5]①极小空间智能体每次行动时存在一定概率触发是否扩大/缩放人的活动空间以及自身是否旋转，且概率随着行动步骤的增加、环境的改变发生变化。活动空间的扩大/缩放以极小空间智能体原型的通用尺寸规则为准则；活动空间每次扩大/缩放均沿床位四边Ⅰ、Ⅱ、Ⅲ、Ⅳ等四个区域（图4中绿色区域）独立进行，允许多个区域同时扩大/缩放（图4）。
[image: ]
图4 活动空间扩大/缩放示意
②由于实践案例中人的活动空间经常不同程度地突破规范限制，因此每个区域的扩大/缩放适合以比值进行转换而不是以具体数值进行限定。比值范围参照极小空间智能体原型的通用尺寸规则；此外，表1中的规范所提及的数值以及具有家具尺寸、人体工效学意义的数值可随行动步骤的增加、环境的改变单独设置出现的概率。
③智能体的行动逻辑总体上遵循建筑师的设计习惯。规定智能体以左上角的坐标原点为起点向右移动；第一排排布一旦结束，将从第二排最右侧区域的适当位置（该位置由智能体自主确定）为起点向左移动，直至完成规定的任务。相关任务包括床位在矩形空间中以最多数量排布、明确数量前提下床位在矩形空间中组团式排布、考虑经济性与舒适性均衡的床位排布等。
（3）智能体的基本动作设置
根据建筑师开展床位布局设计的思路，将极小空间智能体的基本动作分为确定性动作、随机性动作两类。确定性动作包括向上移动、向下移动、向左移动、向右移动等四种离散的转移；由于智能体每次的移动距离会改变其存在的环境，也会影响奖励值和后续的决策，因此移动距离不完全采用随机数值，而是采用在一定数值范围内每次位移一定单位量的方式。随机性动作主要指极小空间智能体自身的旋转，该动作源于床位布局设计过程中的空间探索需要，设置为以一定概率在智能体进行转移的同时触发；旋转方向设置为顺时针，旋转角度为90°、180°、270°中的任意一个。

3、设计内容与强化学习算法的深度拟合
3.1价值思想主导的智能体基本行动框架
在现有设计方案中，空间的使用效率和空间品质的经济效益通常是最重要的两个设计因素。对于使用效率而言，整齐划一的兵营式布局已成为保证设计方案空间使用效率（包括效率最大化）的惯用方式，甚至被认为是首选方式，但相关设计方案在空间灵活度、空间冗余度、功能复合度、功能流线组织等方面仍存在优化的可能和必要。对于经济效益而言，从应灾的整个过程看，在确保空间具备较高使用效率的前提下，追求空间品质的经济效益最大化在多数时候只是实现效益的局部最优，实现其全局最优需要纳入空间品质的社会效益考量，例如居住的舒适性、设施的人性化。上述现状突显了人工方式探索床位布局设计的局限，其结果是：当前的床位布局设计存在可行解集，却未必存在最优解集。能与复杂环境互动并不断调整策略的强化学习为突破这种探索局限提供了可能。
强化学习的两种主流方法分别为基于价值（Value-based）的方法和基于策路（Policy-based）的方法。鉴于床位布局设计当前只存在可行解集尚未出现最优解集的情况，布局设计总体上可以被认为是一个黑盒。这在布局设计中体现为缺乏明确的设计策略指导具体的设计活动：在功能、空间等的局部调整很可能引发全局变化的限制下，建筑师并不十分清楚采用何种设计策略能够有效实现布局设计的改进，包括布局流线的完善、功能组织的改善、活动区域设置的优化、避难人员容纳量的扩展，以及由这些改进所促成的经济效益与社会效益之间的平衡。基于上述情况，床位布局设计问题适合采用基于价值的方法，其重点在于评估某个设计过程在当前设计状态中的相对价值大小，优点在于不易陷入局部最优。这对应于强化学习即为评估智能体执行动作的Q值（执行动作的价值函数）。
综上，结合智能体的基本动作，对智能体的行动规划进行整体层面的考量。其核心是在价值思想主导下串联起基于马尔可夫决策过程的五元组中的集合，尤其是行动集合、转移概率集合、奖励集合，使这些集合形成结构化关系，从而建立如图5所示的极小空间智能体的基本行动框架。其中，奖励的设置由多次仿真测试后的经验值、统计学意义上奖励值的方差大小、强化学习算法的收敛性共同决定。
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图5 极小空间智能体的基本行动框架

3.2智能体行动路径中可被预判的关键节点
虽然极小空间智能体总的行动路径存在不确定性，但一部分行动路径可被预判，即极小空间智能体总的行动路径并非完全的黑盒，而是处于部分白盒状态。这种白盒状态对应极小空间智能体行动路径中可被预判的关键节点，是智能体评估自身行为和学习策略的重要“信息源”。
关键节点1：在起始时刻t0，智能体Agent0其左侧（X1）、右侧（X2）、上侧（Y1）、下侧（Y2）人活动区域的尺寸为床宽0-2倍中的某一随机数值或特定数值；若为特定数值，则可设置相应数值的触发概率为{P0X1,P0X2,P0Y1,P0Y2|P0,P1,…,Pn}。
关键节点2：从起始时刻t0到时间t1的过程中，Agent0经属性变化成为下一形态的智能体，将其定义为Agent1。图6展示了Agent0的X2选为0倍且Agent1的X1选为0倍时Agent0到Agent1的转移过程。定义Ln为智能体在X轴方向的长度，dn为智能体以床的左侧边缘为基准在X轴方向的移动长度；设Agent0在X轴方向的长度为L0；在起始时刻t0，Agent0的移动距离为d0=0，在下一时刻t1，Agent1的移动距离d1为其上一状态的长度L0的K倍（K为大于0的实数集合），即：在tn时刻，Agentn的移动距离dn=KnLn-1（图7）。
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图6 Agent0到Agent1的转移过程
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图7 智能体从时间t0到时间tn的转移过程示意
[bookmark: OLE_LINK6]关键节点3：从时间t2到时间t3的过程中，Agent1经属性变化成为下一形态的智能体，将其定义为Agent2。设Agent2的移动距离d2=k2L1（k2＞1），则Agent1与Agent2之间存在间隔区域（Partitioned Area）PA1=(k2L1-L1)-Agent2X1（图7）。若该区域宽度足够，可作为交通空间使用；若宽度较小，可作为储物空间使用或设置隔断围护。
[bookmark: _Hlk193640310][bookmark: _Hlk193473024][bookmark: _Hlk193473068][bookmark: OLE_LINK7][bookmark: _Hlk193473153]关键节点4：Agent2持续变化形态直至第一排最后一个智能体Agentfr。设Agent2fr的X2为床宽的2倍，并定义D为Agentfr右边界与矩形空间（智能体所处环境）右边界的距离，由此在保证空间多数可使用的前提下存在Agentfr右边界是否超过矩形空间右边界的两类情况（图8）。不同类型的情况涉及不同奖励值，相关内容参见表3。
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图8 Agentfr右边界的位置图示
表3 Agentfr右边界的位置以及对应的奖励值
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[bookmark: OLE_LINK2][bookmark: OLE_LINK1]关键节点5：智能体完成第一排的行动后，其在第二排的行动可复制第一排的转移方式，即第一排的所有智能体整体向下移动，下移距离不小于第一排所有智能体Y轴方向长度的最大值，以避免出现智能体重叠的情况。此外，可对第二排的智能体设置旋转概率，以形成组团式排布的床位布局（图9）。
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图9 组团式排布的床位布局
关键节点6：智能体持续变化形态直至第后一排最后一个智能体Agentlr。设Agentlr的Y2为床宽的2倍，并定义Hn为智能体在Y轴方向的长度，D’为Agentlr下边界与矩形空间（智能体所处环境）下边界的距离，由此在保证空间多数可使用的前提下存在Agentlr下边界是否超过矩形空间下边界的两类情况（图10）。不同类型的情况涉及不同奖励值，相关内容参见表4。
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图10 Agentlr下边界的位置图示
表4 Agentfr下边界的位置以及对应的奖励值
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3.3布局状态高维特征下的算法适用分析
在明晰框架和关键节点的基础上，确立大空间建筑室内布局采用的强化学习算法。在这个过程中，建筑设计知识在多个环节发挥作用。
基于价值的强化学习包括Sarsa、Q-learning两个经典算法。两者都属于基于时序差分（Temporal Difference）的、无模型（Model-free）的强化学习算法。相较而言，行动策略与目标策略为同一策略的Sarsa算法倾向于学习出保守的策略，行动策略与目标策略为不同策略的Q-learning算法倾向于探索出环境中的高回报路径[9]。由于床位布局设计需要智能体尝试更多探索，因此选择容易产生“冒险行为”的Q-learning算法。
Q-learning算法依靠二维表格存储每个状态下所有动作的Q值，但该方法在处理具有大规模数据空间的任务时十分低效。在本研究中，极小空间智能体的位置坐标持续变化，而动作是相对独立的，这种状态连续、动作离散的情况使得智能体无法遍历所有状态并计算对应的动作价值函数；换言之，这种情况超出了Q-learning算法的适用边界：使用表格存储动作价值的方法仅适合解决状态和动作均离散且两者复杂程度较低（低维）的问题。针对床位布局问题的状态高维特征，需要将Q-learning算法与函数近似方法结合；当前的主流方案是采用人工神经网络作为非线性函数逼近器，由此可获得深度强化学习算法——深度Q网络（Deep Q Network，简称DQN）[17]。Q-learning算法通过一个大型二维表格存储每个状态下所有动作的Q值，但该方法在处理具有大规模数据空间的任务时十分低效。考虑到极小空间智能体移动过程中，其位置存在持续的坐标变化，而动作则是相对独立的，因此可认为极小空间智能体的状态为连续变量，动作为离散变量。这种状态连续而动作有限的情况将导致智能体无法遍历所有状态并计算其对应的值函数；换言之，这种情况不符合Q-learning算法的适用范畴：使用表格存储动作价值的方法只适用于状态和动作都是离散且两者的解空间均相对较小的情形。鉴于室内布局的状态具有高维特征，需要将Q-learning算法与函数近似方法结合，当前常见的方案是使用人工神经网络作为非线性函数逼近器，由此可获得深度强化学习算法——深度Q网络（Deep Q Network，简称DQN）[17]。虽然深度Q网络通过引入经验回放（Experience Replay）、目标网络（Target Network）两个关键技术模块保证了Q值和误差值都处于合理的范围，能够提升算法的稳定性和训练效果，但深度Q网络无法克服Q-learning算法估计Q值通常存在误差进而容易引起Q值过估计（Over-estimation）的缺点[18]。这不仅会导致深度Q网络算法略差的学习表现，也会产生床位布局设计脱离合理范围等负面影响。对此，需要进一步选择合适的深度强化学习算法。当前主要有双深度Q网络（Double DQN）算法、竞争深度Q网络（Dueling DQN）算法两种改进。相较而言，双深度Q网络算法更适合解决环境连续、动作离散的问题，与床位布局设计问题更为契合，因此选择双深度Q网络算法进行床位布局设计的生成设计。
4、基于双深度Q网络算法的布局模型及其运用基于双深度Q网络算法的布局模型
[bookmark: OLE_LINK8][bookmark: OLE_LINK11]本次生成设计以Python作为程序语言，通过PyTorch深度学习框架，构建和训练双深度Q网络，建立床位布局生成设计模型。环境约束方面，极小空间智能体的观测空间设定为一个500*300单位的网格（0.1m/单位），由此形成环境状态的基础以及床位的布局范围；单张床的标准尺寸设定为长1.8m*宽1m，​床与床之间的最小间隔​设定为0m。奖励机制方面，奖励函数的设计融入了基于多目标的驱动：一是通过放大边界贴合系数，优先引导第一排床位沿墙排列，强化空间利用率；二是采用高斯衰减函数，选取衰减速率为0.5的系数使智能体在不合理状态下及时获得负反馈，在符合阈值的状态下获得的奖励值变化平缓；通过对已用面积的计算量化空间利用率权重，实现空间利用率与合规性的平衡。强化学习参数方面，通过设定智能体的5个离散动作探索环境；设定折扣因子数值为0.95，注重床位布局的长期收益；使用初始强调随机探索（ε=1.0）而后逐步衰减至最小探索率（ε=0.01）的ε-贪婪策略，兼顾智能体的探索与行动利用；设定从经验回放中每次抽取64个样本训练网络，训练总回合数最高为5000，规定每回合完成一次完整布局优化过程；神经网络结构采用双隐藏层设计（第一层128个神经元、第二层256个神经元），通过嵌入批量归一化（BatchNorm）加速布局模型收敛，并结合丢弃法（Dropout）防止Q值过拟合。
[bookmark: _Hlk197488544][bookmark: OLE_LINK12][bookmark: OLE_LINK9]由于奖励函数拟合精度、布局生成随机性等的限制，经过多轮调试，布局模型的输出确定为生成局部的床位布局方案（图11）。虽然局部的床位布局方案不能直接用于设计实践，但可以将其转换为布局案例库，以标准化的样式实现布局模型的设计应用。这是一个将设计从发散转向收敛的过程，其主要步骤包括（图12）：①由深度强化学习算法生成床位布局图；②以人工方式筛选出布局模型库的模块④①；③根据经济性、舒适性等需要组合模块，进而获得整体的床位布局方案。相关步骤的核心在于：由强化学习提供床位布局方案的新探索；床位布局方案从微观层面为布局案例库的模块提炼提供图像数据源，从宏观层面为模块的组合提供其整体布局形式的感知与导引。需要说明的是，以上步骤均可借助人工智能技术、程序代码自动完成，即形成结合了强化学习、CNN、GAN等算法的混合式生成设计方法。在此方法中，建筑师只需选择案例库中的模块便能获得最终的设计方案。这将在很大程度上改变现有的床位布局设计方式与流程，并使应急情景下的床位布局能根据具体需要灵活调整与快速迭代⑤②。
[image: ]
图11 生成的局部床位布局方案及其类型划分
[image: ]
[bookmark: OLE_LINK13]图12 实现布局模型设计应用的主要步骤
5、算法融入布局设计的关键要素探讨
床位布局模型的生成结果与运用路径一定程度上验证了强化学习对于床位布局设计的潜力。然而，人工智能技术在建筑设计中的有效运用并非简单的技术套用与迁移，还需关注具有方法论价值的“人机协作”建筑设计模式。对此，本研究围绕建筑设计思维与人工智能技术的关联逻辑，从算法可解释性、设计方法范式、布局合理性认知等三个方面，探讨强化学习算法融入床位布局生成设计的关键要素，为“人机协作”建筑设计模式的发展提供设计者与算法深度互动的思路。
（1）关键要素一：基于建筑设计思维的算法可解释性
算法可解释性是指算法能够以人类可理解的语言向人类展示算法系统为何做出特定预测或决策的方法[19]，涵盖两个维度的释义：一是技术维度的可解释性，它聚焦于算法逻辑的透明性及其被人解读的能力；二是受众维度的可理解性，它依据多样化的受众群体与解释目标向受众提供特定信息，使其明白算法的原理、功能以及算法执行决策的逻辑。由于单纯公开算法并不能对算法所做决策给予有效的解释，而且可解释人工智能（Explainable Artificial Intelligence）尚处于发展初期，破解算法黑箱存在诸多技术局限，加之包括建筑师在内的受众普遍缺乏数学、计算机方面的知识，因此围绕“可理解性”构建算法可解释性是一种相对务实的选择。就本研究而言，虽然强化学习算法内部工作原理复杂，但通过智能体与床位布局设计推演环节、过程的类比，基于建筑设计思维塑造了算法运行的部分可解释情境。其核心操作在于：深入到床位布局设计的细节，借助床位设计的假想实现布局任务输出结果的预判。而操作的重点在于：将建筑设计思维的演进和算法逻辑的行进相互交叠。相关操作揭示了算法的局部黑箱，使算法的运用过程得以祛魅。更为重要的是，基于建筑设计思维的算法可解释性有可能从算法运行的机制层面促进建筑知识的扩展和联结，例如针对极小空间智能体的建模或许有助建筑师感知微观建筑尺度下、中观街区尺度下、宏观城市尺度下安全韧性单元的内涵与特质，并意识到极小空间智能体某种程度上可以等同于微观建筑尺度的安全韧性单元智能体。此外，基于建筑设计思维的算法可解释性也会扩大对强化学习算法适用范围的判断，例如适用于中小学教室设计、医院护理单元设计、办公空间设计[20]。
（2）关键要素二：基于自底向上思维的设计方法逻辑
自底向上的思考方式强调从基本元素或细节出发，通过规则与算法的引导生成建筑整体；自顶向下的思考方式强调先开展建筑的整体规划，再逐步优化和完善细节。在数字建筑设计的发展历程中，以参数化设计为代表的采用自底向上思维生成建筑的设计方法逻辑，与主流的采用自顶向下思维构建建筑的设计方法逻辑相比，被认为存在明显差异[21-24]。在本研究的强化学习运用中，上述从微观视角切入的思考方式仍然延续下来。事实上，建筑学领域所使用的诸多人工智能算法均会在样本分析、数据训练等环节显现出关注建筑设计细节的需求。这意味着自底向上思维并非刻意的理念诠释与技巧展现，而是算法底层逻辑的自然延伸，即设计者出于算法的底层逻辑驱动选择采用自底向上思维。由此，暗示了人工智能时代建筑设计方法逻辑的一种范式转变：随着人工智能技术在建筑设计领域的普及，长期以来被视作是小众的甚至是“离经叛道”的自底向上思维正逐步摆脱边缘化定位，并对建筑学领域经典的自顶向下思维形成补充或与之相互配合。对于建筑师而言，这一转变将为其构筑起理解人工智能算法内核的认知途径，以及在建筑设计不同环节、不同阶段引入与运用人工智能算法的认知基础。
（3）关键要素三：基于建筑学专业知识的空间布局合理性
强化学习能够模拟生命体的智能行为。如果将智能体所处“环境”视为客观世界，算法训练的“策略”视为智能体的主观行为方式[10]，那么智能体在环境中产生的数据就是智能体对客观世界的认识。然而，计算机程序理解事物的局限使得智能体对客观世界的全面认识不需要依赖于其所处环境产生的数据。换言之，来源于智能体当前环境之外的人类先验知识对智能体探索客观世界仍然具有价值。这一点在本研究中与空间布局合理性相关联。作为智能体排布床位的结果，空间布局合理性存在“人机理解”的矛盾。以智能体排布床位的最终结果为例。可以想见，只要不是最多数量床位的排布任务，大多数情况下最后一个床位都不会把矩形空间恰好占满，对由此形成的剩余空间的价值判断便成为矛盾焦点：建筑师凭借建筑学专业知识能够洞察剩余空间的应急利用潜力，例如存放应急物资、安置医疗单元；而以数理知识支撑行动的智能体则往往将未充分利用的空间视为冗余。这种分歧在实际操作中会直接影响奖励值的确定。床位之间的间距也有类似的空间布局合理性问题。如果间距能容纳储物柜，居住环境的人性化将获得提升，在不过于强调经济性的情况下建筑师可视之为合理设计；但从智能体的视角看，间距属于无用的或低效的空间，相应的空间布局存在明显的浪费。以上情况表明，计算机程序认定的“坏空间”与基于建筑学专业知识判定的“好空间”之间存在转换的可能。更进一步说，智能体的认知与建筑师的专业认知相融合，人工智能算法的潜能便会被充分激发出来。实现认知融合的关键是：即使智能体与环境交互产生的数据中没有关于某些空间状态的数据，但只要产生的数据能够引入建筑学专业知识，智能体探索的空间就可能具有包括效率、效果、效益在内的效能价值。而这种认识的积极作用在于，它提示建筑师在运用人工智能算法的过程中也可以具备主动性和能动性。
6、结语
本研究围绕应急情景，以大空间建筑的床位布局设计为例，探讨实现大空间建筑室内布局生成设计的方法和路径。首先，通过界定床位布局设计问题以及比较规则系统、卷积神经网络等四种生成设计方法，明确强化学习对床位布局设计问题的适用性。其次，基于极小空间理念提出极小空间智能体并建模，对床位布局设计问题进行计算机语境的转译以匹配强化学习技术；其中，极小空间智能体的建模涵盖智能体的初始环境设置、属性设置、基本动作设置等三部分内容。然后，从制定智能体的基本行动框架、预判智能体行动路径的关键节点、选取强化学习领域的双深度Q网络算法等三个方面，论述床位布局设计内容与强化学习算法实现深度拟合的方式。在此基础上，以床位布局生成设计模型的建立阐述强化学习算法在建筑设计中的应用，并讨论人工智能算法融入床位布局设计的三个关键要素，包括基于建筑设计思维的算法可解释性、基于自底向上思维的设计方法逻辑、基于建筑学专业知识的空间布局合理性。本研究既能为应急情景下使用人工智能技术生成建筑空间布局提供方法参考，也能为建筑设计中运用强化学习、智能体、深度强化学习算法等提供思路和启示。

注释
[bookmark: OLE_LINK18]①应急情景与床位布局的关联性研究尚缺乏系统性的分类与设计指导，且实践中常以相同或相近的床位布局应对不同应急情景，因此本研究不根据灾害类型、灾害强度等变量细分具体的应急情景，而是将“应急情景”作为背景式通用问题以限定研究范畴。
②床位布局设计问题本质上属于序贯决策问题，即：床位排布不完全是孤立的离散事件，而是前一次决策会直接影响后一次决策。
③马尔可夫性的核心内涵是：系统的下一个状态仅取决于当前状态，与历史状态无关。这一假设大幅简化了复杂系统的建模与决策过程；在强化学习领域，认为系统满足马尔可夫性或将其状态看作马尔可夫状态的近似，不仅是合适的建模逻辑，也是平衡“建模精度”与“计算难度”的通用且有效的折中策略。

[bookmark: _GoBack]④①模块包含单人活动范围、床位间距等具体尺寸以及材质、造价等信息，可以是BIM模型。
⑤②例如将上、下两边都占满床位的布局，高效合理地变化为床位集中于中心且上、下两边都不布置床位的布局。
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图2：根据参考文献[16]中的图3.1修改绘制
图3-12：作者自绘
表1、表2：作者整理绘制
表3、表4：作者自绘
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